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I.  Resumen ejecutivo  

 

 Este informe aborda la predicción de demanda y 

optimización de horas médicas en servicios de urgencia (demanda 

no agendada) y consultas ambulatorias (CAA) (demanda agendada) 

para la Asociación Chilena de Seguridad (ACHS), con el  objetivo 

de mejorar la asignación de recursos y la calidad de atención.  

 

 En el caso de la urgencia, se demostró que modelos como 

Neural Prophet  capturan con precisión patrones estacionales y 

temporales en la mayoría de los casos, logrando métricas 

aceptables. Sin embargo, picos de demanda en horarios atípicos, 

como la medianoche, representan un desafío que no fue resuelto con 

los datos disponible s. Se recomienda continuar utilizando Neural 

Prophet y explorar nuevos factores exógenos para mejorar la 

precisión, además de abordar los problemas técnicos del modelo TFT 

para futuras aplicaciones.  

 

 Para el CAA, la predicción se complicó debido a que 

los  datos reflejan una demanda sesgada por la disponibilidad de 

oferta. Sorprendentemente, el modelo SARIMAX, más tradicional, 

superó en desempeño a algoritmos avanzados como redes neuronales 

profundas. Esto evidencia que las estacionalidades y patrones de 

la  demanda son relativamente simples. Se recomienda obtener datos 

más representativos de la demanda real, como los intervalos 

sugeridos por los médicos para controles, antes de explorar 

nuevamente modelos avanzados.  

 

 Además, se realizó un modelamiento de op timización 

para ambas unidades, tipo scheduling  para la Urgencia y tipo 

asignación de bloques horarios al CAA, considerando restricciones 

estándar y específicas, además de recomendaciones para la 

implementación (ya que no se obtuvieron datos para resolver la 

implementación). Se enfatiza que la optimización debe considerar 

no sólo la eficiencia operativa, sino también el bienestar del 

personal médico, integrando descansos adecuados y una carga 

laboral equilibrada. Una planificación efectiva garantizará un 

si stema sostenible que priorice tanto la calidad del servicio como 

la salud de quienes lo brindan.  
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II.  Palabras clave  

Medicina del trabajo,  Hospital, Centro Médico, Oferta y demanda, 

Inferencia estadística, Análisis estadístico, Modelo Matemático, 

Series temp orales, Optimización, Aplicación informática, Recursos 

Humanos 

 

III.  Introducción y antecedentes  

III.1 Contexto general  

La ACHS debe planificar con días de anticipación cuántas 

horas médicos tendrá disponible para atender pacientes, lo cual 

es una tarea complej a, más aún considerando que existen 2 tipos 

de pacientes, aquellos que agendan cita previamente y aquellos 

que llegan al centro de salud sin una cita, pero esperando ser 

atendidos. Cabe preguntarse entonces, ¿Cómo anticipar la cantidad 

de horas médicas que  se necesitarán para atender a ambos tipos de 

pacientes para cada centro, en cada bloque del día y para cada 

tipo de prestación? En general, estimar la cantidad de citas 

agendadas y las horas médicas que se necesitarán es una tarea 

relativamente estándar. Sin embargo, estimar la cantidad de 

pacientes que llegarán sin cita (generalmente de mayor gravedad) 

es una tarea compleja que, de ella, se decidirá cuántas horas se 

asignan a cada tipo de pacientes con tal de optimizar el recurso 

hora - médico.  

El problema es de gran relevancia ya que, al tener una 

planificación óptima, se pueden tener grandes beneficios al 

maximizar la capacidad de atención a los pacientes, con el efecto 

que esto trae a la calidad de la prestación de servicio y en el 

uso eficiente de recurs os.  

III.2 El caso de ACHS  

 

La ACHS es una institución privada sin fines de lucro que 

administra el seguro obligatorio de los trabajadores de las 

empresas afiliadas a esta. Cuenta con una amplia red a lo largo 

del país donde los trabajadores afiliados y sus familias pueden 

acceder a prestaciones de diferente tipo, dando prioridad a 

aquellas dolencias de carácter ocupacional, sin perder de vista 

la integridad de los trabajadores en todos los ámbitos de su vida. 

Adicionalmente, posee un giro especial donde le puede brindar 

servicios a l a comunidad no adherida a la ley 16.744 (seguro 

obligatorio), a un costo menor al del mercado privado, lo que se 

considera como retribución a la comunidad general [1] .  

 

  

https://www.zotero.org/google-docs/?K4hW5C
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El presente proyecto se  enfoca en el Hospital del 

Trabajador, centro de salud de alta complejidad de la ACHS que 

recibe las derivaciones de más complejidad de todos los centros 

de salud de la misma a lo largo de todo el país. Principalmente 

recibe derivaciones a sub especialidad es quirúrgicas y no 

quirúrgicas, así como también cuenta con una urgencia con atención 

24/7.  

 

El Hospital del Trabajador (HT) cuenta con 4 áreas de 

operación: El Centro de Atención Ambulatoria (CAA), el Centro 

Médico (CEM), la Urgencia y el Servicio de Eva luación Laboral 

(SEL). Adicionalmente, cuenta con 6 servicios transversales que 

pueden ser utilizados por cualquiera de esas áreas de operación: 

laboratorio, hospitalización, pabellón quirúrgico, imagenología, 

unidad de quemados y vacunatorio.  

 

El CEM, por  su parte, es aquella unidad que brinda servicios 

a la comunidad, es decir, pacientes no amparados por la ley de 

accidentes y enfermedades profesionales pueden acceder a 

servicios clínicos a menor costo. El SEL corresponde a aquella 

unidad donde las empres as derivan a sus empleados o futuros 

empleados para la evaluación ocupacional requerida por el 

empleador para la contratación o viajes específicos.  

 

Enfocado directamente en la misión de la ACHS y la razón de 

por qué fue creada en en 1958, el CAA recibe pa cientes derivados 

desde centros de salud de mediana y baja complejidad en el país 

a subespecialidades, mientras que la Urgencia atiende accidentes 

laborales como no laborales de pacientes ley (aunque jamás se 

negaría atención a un paciente no ley que arrib e en emergencia). 

Aquellos pacientes que son derivados al CAA deben agendar una 

hora con su especialista para recibir la atención requerida, por 

lo que a esta demanda de servicios se le llama demanda programada. 

Por otro lado, y considerando la naturaleza de las emergencias, 

es que la demanda de servicios percibida por la Urgencia, es 

llamada demanda espontánea.  

 

Como se puede apreciar, estas últimas dos unidades 

operacionales cumplen con los requerimientos mencionados al 

inicio de este informe, es decir, e stimar demanda agendada y no 

agendada, que además tenga relación con el core  de la ACHS.  
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IV.  Definición del problema, pregunta de 

investigación o desafío de innovación, 

objetivos  

IV.1 Definición del problema  

IV.1.1 Las alternativas  

El equipo contraparte ACH S presentó 5 distintos desafíos 

abordables en este fondo:  

ǒ Demanda de Urgencias  

ǒ Demanda de insumos (Medicamentos, prótesis e insumos de 

pabellón)  

ǒ Demanda servicios complementarios (Pabellón quirúrgico, 

hospitalización)  

ǒ Demanda del CAA  

ǒ Demanda del SEL  

 

De estas alternativas, la primera y la penúltima concuerdan 

con el análisis realizado en párrafos anteriores, demanda 

espontánea y programada (respectivamente) para pacientes ley en 

el HT. Mientras que las otras alternativas, si bien importantes, 

se escapa n del scope  de este proyecto. La segunda y tercera, si 

bien corresponden a 2 de los 6 servicios transversales y por tanto 

usados por el CAA y la Urgencia, no corresponden a demandas de 

pacientes por horas médicas, sino por insumos y recursos, lo que 

se esc apa del enfoque de este proyecto. De otro modo, la demanda 

SEL no corresponde al scope central ni de la ACHS ni del proyecto, 

además de que los servicios demandados no son necesariamente horas 

médicas.  

 

IV.1.2 El enfoque escogido  

 

El objetivo de este proye cto considera la estimación de 

demanda y optimización de prestaciones médicas. La SUSESO define 

una prestaci·n m®dica como: ñLas prestaciones m®dicas 

corresponden a la ejecución de acciones de salud que persiguen 

como resultado final confirmar un diagnósti co, efectuar un 

tratamiento y realizar el seguimiento de un determinado problema 

de salud.ò [2] . Bajo esta definición, una prestación médica puede 

ser cualquier atención y servicio que se entregue en pos de 

subsanar el problema de salud de un individuo, por lo que se trata 

de un término sumamente amplio que es necesario delimitar para el 

correcto de sarrollo del presente proyecto.  

 

De este modo, considerar todas las posibles prestaciones 

médicas que un individuo puede recibir no es factible dentro del 

https://www.zotero.org/google-docs/?qDeZ42
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período del proyecto. Considerar todas las prestaciones médicas 

posibles supone incluir todas las ár eas de un hospital de alta 

complejidad como lo es el HT, algo que se escapa tanto del scope  

del proyecto, como del nivel de financiamiento adjudicado, y el 

tiempo asignado para el mismo.  

 

Siendo consistentes con lo expresado en los párrafos 

anteriores, la s dos macro prestaciones que se considerarán 

corresponden a dos desafíos presentados por la contraparte ACHS, 

son la prestación de atención médica ambulatoria en el CAA y la 

prestación de atención de urgencias (esta última sin considerar 

las derivaciones a  otras unidades que surjan de esta prestación 

particular). De esta manera, se trabajará la estimación de demanda 

de horas médico y la optimización de la malla médica de la forma:  

 

ǒ Programada para el CAA  

ǒ Espontánea para la Urgencia  

 

 Durante el desarrollo d el proyecto, y a partir de la 

exploración de los datos entregados que se detalla en la siguiente 

sección, es que se estudiará la factibilidad de granuralización 

de la estimación de demanda programada, la cual dependerá 

netamente de contar con la informació n de la especialidad o 

subespecialidad que se consulta, y que se tengan suficientes 

observaciones para cada una que asegure la confiabilidad de los 

modelos a aplicar.  

 

 Finalmente, es importante señalar que no se consideró 

someter el estudio a evaluación é tica ante un comité especializado 

ya que la contraparte proporcionó un ambiente seguro y protegido 

con una copia anonimizada de la base de datos de atenciones para 

ambas unidades, donde además los usuarios entregados al equipo 

tuvieron acceso limitado a la  data que se utilizaría única y 

exclusivamente para el proyecto. Al estar los datos anonimizados, 

protegidos, en un ambiente de la organización dueña de ellos, y 

con imposibilidad de descargarlos, no se consideró necesaria la 

autorización ética por cuanto el proyecto cumple con los 4 

principios de la Bioética de Beauchamp y Childress.  

 

 IV.2 Desafío de innovación  

 A diferencia de la predicción de demanda para un servicio 

de urgencias o un policlínico comunes, la ACHS tiene la 

particularidad de atender única  y exclusivamente patologías 

ocupacionales, lo que la hace única y desafiante. La literatura 

en general considera estimaciones de demanda y optimizaciones para 

servicios públicos y privados mixtos, pero no enfocados en salud 

ocupacional. Es por esto que es te problema es innovador en sí, 
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presenta una oportunidad de mostrar las similitudes y diferencias 

que existen entre ambos sistemas, tanto en la capacidad de 

predicción como en los ahorros posibles dada la optimización.  

 

 La Urgencia, por su parte, tiene la ventaja de tener un 

subconjunto de patologías que atiende, y particularmente enfocado 

en traumas, lo que puede hacer más sencilla la predicción de la 

demanda, e incluso la consideración de variables exógenas 

particulares, como la tasa de desempleo o la ocupación de los 

distintos sectores productivos.  

 

 El CAA, por el otro lado, consiste también en un policlínico 

particular y probablemente más complejo que un policlínico 

tradicional, debido a la coexistencia de múltiples especialidades 

que se encargan de diferentes patologías, utilizando los mismos 

recursos físicos de forma simultánea. Finalmente, el que sea un 

centro de referencia nacional lo hace atractivo por cuanto estimar 

su demanda y optimizar los recursos podría beneficiar a pacientes 

de todo el paí s.  

 

IV.3 Objetivos del proyecto  

 

Objetivo General: Desarrollo de un modelo de estimación de demanda 

que sea capaz de predecir con precisión la demanda total de 

pacientes para cada día según diferentes prestaciones médicas 

para cada centro.  

 

Objetivo Especí fico 1:  Desarrollar un modelo de estimación de 

demanda que considere: tipo de demanda (si es de pacientes 

agendados o no agendados), tipos de prestaciones, bloque del día, 

y lugares de atención.  

 

Objetivo Específico 2:  Optimizar la malla médica según la  

estimación de demanda de los tipos de prestaciones, bloque del 

día, y lugares de atención.  

 

 

V.  Revisión de la literatura o 

experiencias relevantes  

V.1 La predicción de demanda y optimización de 

horas médicas en la literatura: una introducción  

 

La predicción  de demanda en servicios de salud es un área 

que lleva años siendo estudiada. En particular, predecir la 

demanda de prestaciones de salud es algo que se remonta a más de 
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20 años atrás. Forjuoh et al., en (2001) [3]  hicieron una 

comparación de una grilla de predicción de citas con las citas 

verdaderamente realizadas en un hospital de EEUU. Si bien las 

técnicas utilizadas eran sencillas, dieron paso a complejizar la 

estimación de demanda en servici os de salud, incorporando 

actualmente técnicas avanzadas de estadística tradicional, 

aprendizaje de máquinas (machine learning - ML- ), o incluso una 

mezcla de ambas.  

 

Las tendencias actuales de predicción de demanda en atención 

de salud muestran, en efecto,  el uso mixto de diferentes técnicas 

matemáticas, donde dependiendo de las características de cada 

problema, se escoge el modelo que mejor se comporta. Klute et al. 

(2019) [4]  utilizaron 20 mode los tradicionales de aprendizaje de 

máquinas (ML) y mixtos en su estudio, encontrando que tanto para 

demanda cíclica y con tendencia marcada, como cíclica sin 

tendencia, el modelo XGBoost de ML, era el que mejor predecía la 

demanda. Por otro lado, autores como Hyndman y Athanasopoulos 

(2018) [5]  y Triebe et al. (2020) [6]  han incursionado los últimos 

años en desarrollar nuevos entornos  para algoritmos de 

predicción, los cuales pueden ser aplicados en distintos 

escenarios y contextos, de forma gratuita.  

 

El poder contar con un sistema de predicción de demanda en 

un centro de salud conlleva beneficios significativos para la 

planificación y calidad del servicio. Esto puede ser visto bajo 

la perspectiva que, contemplar un número estimado de pacientes a 

atender, permite considerar mejores planificaciones del personal 

médico, distribuyendo con mayor precisión en aquellos periodos de 

mayor nece sidad. Esto mismo puede ser visto desde la gestión de 

los insumos requeridos para la atención de pacientes, donde prever 

la cantidad de materiales o suministros requeridos, se traduce en 

un mejor manejo de recursos. Estos elementos combinados 

contribuyen a  un mejor nivel de servicio para el paciente, 

disminuyendo los tiempos de espera y garantizando una atención de 

calidad, lo que fortalece la eficiencia operativa y la 

satisfacción global del paciente.  

 

 

V.2 Trabajo previo ACHS: Predicción de demanda 

para centros de atención primaria  

 

Comprendiendo que la ACHS ya cuenta con un desarrollo de 

predicción de demanda para los centros de atención primaria 

ambulatoria a lo largo del país, resulta natural iniciar por un 

proceso de exploración de datos y modelos a p artir de los avances 

ya realizados. Así, se comenzó por estudiar los datos y modelos 

https://www.zotero.org/google-docs/?ALidP5
https://www.zotero.org/google-docs/?7DYfLa
https://www.zotero.org/google-docs/?3Ze67h
https://www.zotero.org/google-docs/?xbgPkC
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usados por la ACHS anteriormente con el fin de comprender mejor 

el problema y ser capaces de replicar lo ya realizado, pero esta 

vez en el HT, y luego, a partir de ese ent endimiento y 

replicación, proponer nuevos modelos que mejor se adapten a los 

datos del HT y mejoren así la predicción. Este proceso está 

vinculado a comprender el flujo de trabajo de estos algoritmos; 

comenzando por la exploración y manejo de datos, seguid o por 

determinar qué modelos son empleados en cada fase del proyecto, 

el proceso de configuración de estos mismos y los resultados 

obtenidos hasta la fecha. En específico, estos pasos son 

detallados según:   
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ǒ Datos  

ƺ Extracción y preparación de los datos.  

La implementación de un algoritmo predictivo requiere que 

la información a utilizar esté en un formato adecuado para 

los objetivos del proyecto. En el caso de la predicción 

de la demanda de servicios de salud, los datos son 

extraídos de las diferentes bases d e carga asistencial 

histórica, donde, cada entrada es sometida a un proceso 

de extracción, limpieza, agrupación por características 

de sede y adaptación a formatos correspondientes.  

 

A partir de las bases proporcionadas por el equipo ACHS, 

se puede compren der el nivel de detalle del trabajo 

aplicado en la definición de estas bases. Esto permite 

establecer diversas líneas de trabajo y estudio, 

considerando diferentes variables y características de 

controles y prestaciones.  

 

ƺ Agregaciones por periodo temporal.  

Dentro del flujo de trabajo, se contempla la posibilidad 

de agregar las llegadas de pacientes en diferentes 

ventanas temporales, como horas, días, semanas o meses. 

Esta técnica, comúnmente utilizada en el análisis de 

series de tiempo, reduce la complejida d y esfuerzo 

necesario para estudiar características de las series y 

predecir sin comprometer la calidad del resultado. El 

equipo ACHS opta por la agrupación diaria para garantizar 

un volumen suficiente de datos para la correcta ejecución 

de sus modelos.  

 

ƺ Manejo de Feriados.  

Si bien muchos los modelos de predicciones de series 

temporales permiten considerar automáticamente el uso de 

feriados, el acercamiento utilizado por la contraparte 

consiste en la creación de una base dedicada, respaldada 

por la librer ía Holidays de Python, proporciona 

flexibilidad en la definición de días hábiles según 

criterios adicionales, como incluir feriados no 

observados, como la víspera del año nuevo del 31 de 

diciembre.  
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ƺ Distinción de periodos Covid.  

Dada la necesidad de ajustar las prioridades de ingreso 

y atención de pacientes a nivel nacional, especialmente 

aquellos de índole laboral, durante la pandemia del virus 

SARS- CoV- 2, se incluye una distinción de los días dentro 

de este periodo en la base de días del año. Esto p ermite 

que los modelos consideren adecuadamente este contexto 

anómalo al realizar predicciones.  

 

ƺ Manejo de datos atípicos (outliers).  

Considerando que en contextos reales es posible 

encontrarse con situaciones atípicas, como un aumento 

inesperado en la ll egada de pacientes en el servicio de 

Urgencias tras un accidente en una fábrica, es prudente 

la identificación y tratamiento de outliers para evitar 

que los modelos se vean sesgados por eventos 

extraordinarios. Si bien existen muchos criterios para 

identif icar estos valores de forma automática, el sistema 

actualmente implementado utiliza el z - score, una métrica 

basada en dispersión estadística para detectar valores 

anómalos.  

 

ǒ Modelos  Empleados  

ƺ Neural Prophet  

Introducido por Triebe et al. en 2021, Neural Pro phet es 

presentado como una extensión al conocido modelo Prophet 

de Facebook (Meta) incorporando el uso de Redes Neuronales 

[6] . Al igual que  el algoritmo en el que se basó, este 

se especializa  en la predicción de series de tiempo, 

especialmente por el análisis automático de 

estacionalidades y tendencias, potenciando algoritmos 

especializados de aprendizaje de máquinas. En el contexto 

del proyecto analizado, este es empleado en la predicción 

de demanda espontánea y programada en los centros de 

salud.  

 

ƺ Random Forest  

Propuesto por Tin Kam Ho en 1995 [7] , Random Forest 

corresponde a un modelo de aprendizaje basado en árboles 

de decisión, utilizado principalmente en labores de 

regresión y clasificación. Debido a su efectividad y 

trayectoria, Random Forest es ampliamente estudiado en la 

literatura, convirtiéndose en un referente en el área de 

Machine Learning. De forma similar a N. Prophet, Random 

Forest es implementado en la predicción de la programación 

https://www.zotero.org/google-docs/?9KcYRL
https://www.zotero.org/google-docs/?To5ydz
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de visitas programadas.   
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ǒ Configuración de Modelos  

ƺ Variables adicionales  

Una de las virtudes de los algoritmos de pronóstico  

modernos radica en permitir la inclusión tanto de series 

temporal es adyacentes (pronóstico multivariado [8] ) como 

de variables auxiliares, para mejorar el poder predictivo 

del modelo.  Estas variables que pueden ser obtenidas de 

la misma serie como auto - regres ores o pueden ser extraídas 

de fuentes externas, como distancia hasta un día de 

descanso o factores climáticos [9] , presentan un espacio 

de oportunidad para dilucidar características no 

observad as y aumentar la precisión del modelo. Si bien el 

equipo ACHS consideró el uso de algunas de estas, 

especialmente en Neural Prophet, optaron por no emplearlas 

debido a la carga que podrían imponer a la infraestructura 

computacional, afectando los plazos es tablecidos para los 

procesos de predicción.  

 

ƺ Calibración de Hiperparametros.  

Adicionalmente, el equipo ACHS contempló la configuración 

de los algoritmos mediante un sistema automatizado de 

optimización de hiperparámetros  los cuales, en palabras 

sencillas, corresponden a las calibraciones de los modelos 

que dictaminan el ajuste del sistema a las características 

específicas de una instancia, permitiendo incrementar el 

desempeño.  Este enfoque, implementado a través de una 

búsqueda de grilla con mejoras de ejecución por poda de 

configuraciones dominadas basada en el framework Optuna, 

permite ajustar el desempeño de cada modelo de manera 

específica a cada uno de los centros de salud.  

 

ǒ Evaluación de Modelos  

ƺ Métricas de desempeñ o 

Habitualmente, el desempeño de los modelos predictivos es 

evaluado a partir de la precisión del pronóstico, 

comparando los valores predichos con los reales. En el 

contexto del proyecto, se mide la diferencia en las 

llegadas previstas a los centros de sal ud con las 

realmente realizadas, calculando el error absoluto medio 

porcentual (MAPE) por centro, a nivel mensual. Analizando 

los últimos resultados obtenidos, es posible corroborar 

que el estado actual del sistema ha alcanzado valores de 

error cercanos al  0.02%.   

https://www.zotero.org/google-docs/?y9F7fG
https://www.zotero.org/google-docs/?4FglOx
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ƺ Impacto Real  

Más allá del valor numérico del desempeño de un modelo, 

tener conocimiento del impacto real de una predicción 

resulta crucial para una organización. Según las 

discusiones con la contraparte, el perjuicio por una mala 

estimación de llegada de pacientes se v incula 

principalmente con la planificación de personal médico, 

el cual es contratado según la cantidad esperada de 

pacientes a nivel mensual. Distribuir erróneamente la 

cantidad de médicos puede perjudicar tanto al paciente 

como a la red asistencial, no pu diendo satisfacer la 

demanda por servicios de salud en caso de contar con menos 

profesionales, como también por los costo monetario y 

costo de oportunidad por contar con más médicos de lo 

necesario.  

 

VI.  Descripción de la metodología  

VI.1 Metodología general  

 La ACHS cuenta con un repositorio de datos y plataforma para 

el desarrollo de soluciones tecnológicas que utilicen dichos 

datos. Incluso, cuenta con módulos especiales para acceder a los 

desarrollos en forma de usuario y planificador. Es por esto que 

no se  requerirá consolidar una base de datos, ni tampoco 

desarrollar una tecnología para correr los modelos o acceder a 

ellos. Por el contrario, será la ACHS quien le entregue acceso 

controlado a los datos anonimizados al equipo desarrollador de 

esta propuesta,  y enseñe a utilizar el ambiente de desarrollo que 

posee. Por lo tanto, y una vez obtenido los accesos necesarios, 

se comenzará con la búsqueda del o los modelos de predicción de 

demanda que presenten el error mínimo (RMSE) o que tengan las 

mejoras métrica s (diferentes para cada tipo de modelo, pero 

típicamente accuracy, precision, recall, AUC, ROC, y %MAPE) para 

cada tipo de demanda (con y sin cita previa). Dependiendo de la 

cantidad de instancias de entrenamiento con las que se cuente 

(datos), en caso de que se cuente con más de 10.000 instancias de 

entrenamiento se va a privilegiar un algoritmo de deep learning, 

en caso contrario se buscará uno de machine learning.  

A partir de estos modelos de predicción y de variables 

extraídas de la base de datos consol idada, como cantidad de 

médicos, largo de jornada, valor hora,, costo de oportunidad de 

perder a un paciente, entre otras; se buscará el mejor modelo de 

optimización que sea capaz de traducir el problema real en un 

problema matemático. Del mismo modo, de e xistir diversos modelos 

o enfoques que entreguen un valor óptimo, se escogerá aquel que 

entregando el menos costo, sea más factible de implementar.  
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 Finalmente, se entregarán una serie de recomendaciones y 

guía final y una propuesta de difusión de resultad os.  

VI.2 Metodología EDA  

Se sostuvieron reuniones de trabajo, explicación de 

desafíos, utilización de herramientas definidas por la ACHS, y 

comprensión de los modelos previamente utilizados, junto a datos 

disponibles.  

 

Dichas reuniones fueron fundamentales  para definir los 2 

desafíos a abordar, los cuales se alinean con los objetivos 

declarados como general y específico de este proyecto. Asimismo, 

fueron fundamentales para acceder y entender la data disponible, 

y aprender a usar las herramientas tecnológica s presentadas por 

la ACHS como sus herramientas preferidas para el desarrollo. Cabe 

recalcar que usar desde un principio las herramientas y los 

ambientes de trabajo usados por la ACHS, permitirá correr los 

modelos sin necesidad de extraer las bases de dato s, y habilitar 

los modelos desarrollados para producción sin necesidad de montar 

un ambiente nuevo.  

 

Para cada uno de los sub objetivos de este hito, se 

realizaron acciones diferentes. En concreto:  

 

ǒ Análisis Exploratorio de Datos (EDA) Inicial y definición  

de fuentes de datos a utilizar: Se estudian las variables 

de interés por cada conjunto de datos y se analizan las 

componentes principales de las series de tiempo descritas 

por la llegada de pacientes.  

 

ǒ Construcción de Base de Datos de carga asistencial p ara la 

exploración de los primeros modelos y definición de 

oportunidades de trabajo: A partir de lo explorado en el 

EDA, se filtran las bases de datos y realizan cruces de 

interés para adecuar formato a los modelos a implementar. 

En este se identifican opo rtunidades.  

 

ǒ Definición de foco del caso de uso: Se estudió las propuestas 

entregadas por la ACHS mediante cruce de objetivos con los 

objetivos planteados en el proyecto y aquellos financiados 

por SUSESO según adjudicación del fondo.  
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VI.3 Metodología de  predicción de demanda  

En general se siguió un enfoque tradicional que comprende 

una revisión de la literatura con el fin de conocer qué modelos 

se han usado para problemas o entornos similares. Con ello, se 

definió un set preliminar de modelos a testear, los cuales son 

detallados en los siguientes párrafos, pero en general la 

aproximación tomada para probarlos fue desde el más sencillo al 

más complejo. Esto usualmente se usa para evitar complejizar un 

problema que podría tener una solución más sencilla que  además 

utilice menos recursos computacionales. Para cada modelo se hizo 

optimización de hiper parámetros, se probó con diferentes 

temporalidades, y se fueron agregando regresores y variables 

exógenas en la medida que aportan información luego de ir proban do 

caso a caso, para luego comparar los resultados respectivos. 

Finalmente, se incorporaron las covariables descritas como 

relevantes en el EDA para cada modelo, y se evaluó si su 

incorporación mejora la predicción.  

 

VI.3.1 Selección y prueba de modelos  

VI.3.1.1 Modelos Clásicos  

Se inició con modelos clásicos y básicos, como ARIMA [10], 

[11] . ARIMA es un modelo estadístico utilizado para analizar y 

predecir series temporales, es decir, datos or denados 

cronológicamente, como ventas mensuales, temperaturas diarias o 

cotizaciones.  

¿Qué hace ARIMA?  

ǒ Auto Regressive (AR): Usa relaciones entre los valores 

pasados de la serie para predecir futuros, representado 

por el parámetro p.  

ǒ I ntegrated (I): Hace qu e la serie sea estacionaria 

eliminando tendencias a través de diferencias, 

representado por el parámetro d.  

ǒ Moving Average (MA): Modela el error de predicción 

basándose en errores pasados, representado por el 

parámetro q.  

¿Para qué sirve?  

ARIMA es ideal pa ra:  

1.  Capturar tendencias  y patrones a corto y mediano plazo en 

series temporales.  

2.  Predecir valores futuros  en series con patrones 

consistentes (sin estacionalidad).  

https://www.zotero.org/google-docs/?ySjECE
https://www.zotero.org/google-docs/?ySjECE
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3.  Modelar relaciones lineales  en datos que dependen 

principalmente de su propio historial.  
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Dado su simplicidad y efectividad en series temporales 

univariadas. ARIMA fue probado dividiendo los datos en dos 

periodos: pre - COVID y post - COVID para la Urgencia, para observar 

cómo la pandemia afectó la demanda y ajustar el modelo en 

consecuencia; mient ras que para el CAA se probó con la serie 

completa, dado que el valle producido por la pandemia no fue tan 

relevante como para la urgencia.  

Con respecto a ARIMA, SARIMAX agrega una S, que se refiere 

a Season, por lo que es capaz de captar patrones estacion ales 

[12] , lo cuál puede ser útil en este caso dada la naturaleza del 

problema, donde hay una época dónde estadísticamente se genera 

más patologías de cierto tipo que en otra. SARIMAX usa los mi smos 

parámetros que ARIMA, y adiciona 4 parámetros específicos para 

modelar la estacionalidad:  

 

ǒ P:  Orden autorregresivo estacional.  

ǒ D:  Diferenciación estacional.  

ǒ Q:  Orden de media móvil estacional.  

ǒ S:  Período de estacionalidad (ej., 12 para datos mensuales  

o 7 para datos semanales).  

 

También SARIMAX agrega la X que denota que se pueden incluir 

variables exógenas, por lo que permite probar cómo ciertas 

variables que en ARIMA no se podían agregar afectan la predicción, 

ofreciendo mayor flexibilidad en la capt ura de patrones 

estacionales y efectos externos.  

 

VI.3.1.2 Modelos Avanzados  

Se probaron modelos avanzados que son más sofisticados y 

ampliamente utilizados en este tipo de problemas. A continuación 

se comenta al respecto de los modelos avanzados escogidos .  

Para el CAA de decidió usar el modelo LSTM (Long Short - Term 

Memory) [10], [11] . Corresponde a un tipo de red neuronal 

recurrente, eficaz en la captura de patrones no lineales y 

dependencias a largo plazo en los datos temporales, capaces de ir 

aprendiendo qué olvidar y qué recordar desde el inicio de la serie 

y a través de toda la red, por eso son útiles en series temporales 

que cuentan ñuna historiaò, as² como tambi®n en NLP (natural 

language p rocessing).  

Se ha visto que la performance de este algoritmo puede ser 

mejorada al añadir capas previas de convolución que funcionan 

identificando patrones de subsecciones de los datos en ventanas 

de tiempo específicas, ya que las redes convolucionales so n 

algoritmos que van observando subconjuntos sucesivos de datos de 

tamaño fijo y van aprendiendo para extraer cierto tipo de 

https://www.zotero.org/google-docs/?kQjwrx
https://www.zotero.org/google-docs/?tEEuQb
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características de ellos. Es por esto que se le agregó una Red 

Neuronal Convolucional (CNN: Convolutional Neural Network ).  

La vent aja de agregar una CNN a un LSTM es que ayuda aún 

más en la captura de patrones complejos y es capaz de extraer de 

forma efectiva características de los datos, sobre todo de 

aquellos datos que relatan acontecimientos [4], [13] , lo que es 

fundamental para un problema complejo como lo es el CAA.  

 

PROPHET (sólo Urgencia) y NEURAL PROPHET (ambos) fueron 

seleccionados por su capacidad para manejar estacionalidades y 

días festivos, además de ofrecer un a implementación sencilla y 

rápida. Finalmente, se probó el modelo TFT (Temporal Fusion 

Transformer) [14]  para la Urgencia, conocido por su capacidad de 

integrar diversas series temporales y fac tores externos de manera 

eficiente, siendo robusto para predecir datos complejos y 

variables.  

VI.3.1.3 Evaluación de modelos  

 

ARIMA y SARIMAX proporcionan resultados rápidamente y son 

interpretables, pero tienen limitaciones para capturar relaciones 

no lin eales y dependencias a largo plazo. LSTM ofrece una gran 

capacidad para manejar secuencias largas y no lineales, aunque 

requiere más datos y recursos computacionales para su 

entrenamiento. PROPHET y NEURAL PROPHET son fáciles de ajustar y 

entender, y funci onan bien con estacionalidades y efectos de 

calendario, pero pueden no capturar toda la complejidad de los 

datos. TFT sobresale en su capacidad para manejar múltiples 

entradas de series temporales y es especialmente útil cuando se 

requiere modelar interacc iones complejas entre variables, aunque 

es el más complejo de implementar.  

A continuación, se hace un cuadro comparativo resumen con 

las ventajas y desventajas de cada modelo avanzado, con el fin de 

fundamentar su elección para ser probados:  

Modelo  Ventajas  Desventajas  

LSTM ǒ Excelente en la captura de 

dependencias a largo plazo 

en datos secuenciales.  

ǒ Flexible para diferentes 

tipos de datos secuenciales  

ǒ Capaz de aprender relaciones 

complejas y no lineales.  

ǒ Requiere grandes cantidades 

de datos y poder 

computacional.  

ǒ Difícil de interpretar.  

ǒ Entrenamiento intensivo y 

más lento.  

 

https://www.zotero.org/google-docs/?6Pi1Q0
https://www.zotero.org/google-docs/?1RUawZ
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Prophet  ǒ Fácil de usar y ajustar.  

ǒ Muy interpretable, ya que 

descompone la serie en 

componentes claros 

(tendencia, estacionalidad, 

eventos).  

ǒ Rápido y eficiente, incluso 

con conjuntos de datos más 

pequeños .  

ǒ Limitado en la captura de 

relaciones complejas y no 

lineales.  

ǒ Menos preciso en series 

temporales altamente 

complejas.  

ǒ No maneja datos 

multivariados de manera 

efectiva.  

Neural 

Prophet  

ǒ Mejora la capacidad de 

capturar patrones complejos 

en comparación con Prophet.  

ǒ Mantiene parte de la 

interpretabilidad de 

Prophet al descomponer la 

serie en componentes, con 

flexibilidad adicional.  

ǒ Permite modelar relaciones 

no lineales mediante la 

integrac ión de redes 

neuronales.  

ǒ Más complejo de ajustar y 

entrenar que Prophet.  

ǒ Puede ser más propenso al 

sobreajuste si no se usa 

correctamente.  

ǒ Requiere más recursos 

computacionales que 

Prophet, pero menos que LSTM 

o TFT.  

 

TFT ǒ Captura relaciones 

complejas en datos 

multivariados mediante 

mecanismos de atención.  

ǒ Altamente interpretable 

para un modelo de red 

neuronal, gracias al 

mecanismo de atención.  

ǒ Eficaz para manejar datos 

multivariados con 

covariables estáticas y 

dinámicas.  

ǒ Muy complejo y 

computacionalmente costoso.  

ǒ Requiere una gran cantidad 

de datos para entrenar 

eficazmente.  

ǒ Difícil de implementar y 

ajustar debido a su 

complejidad.  

 

LSTM con 

CNN 

ǒ Captura de patrones 

complejos  

ǒ Extracción efectiva de 

características (CNN reduce 

la complejidad de los datos 

y LSTM se enfoca en las 

relaciones temporales 

relevantes).  

ǒ Aplicaciones diversas  

ǒ Alta complejidad y costo 

computacional  

ǒ Dificultad en la 

interpretación  

ǒ Es difícil ajustar hiper 

parámetros  

ǒ Riesgo de sobreajuste  

Tabla 1: Resumen modelos aplicados junto a sus pros y contras.  

 

Para evaluar la efectividad de cada modelo, se adoptó un 

enfoque incremental de datos , utilizando la técnica de validación 

cruzada en series temporales, como lo muestra la Figura 1. Esta 

metodología permite evaluar el rendimiento de los modelos en 

diferentes periodos temporales, incrementando gradualmente la 

cantidad de datos utilizados para el entrenamiento y utilizando 

subconjuntos más recientes para la validación. Esto asegura que 

los modelos estén bien calibrados para pronosticar dato s futuros 

y manejen adecuadamente la dependencia temporal, lo que es crucial 

en la predicción de la demanda en un entorno hospitalario.  
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Esquema 1:  Esquema del enfoque incremental de datos y 

técnica de validación cruzada.  

 

 

 Finalmente, para evaluar  y  comparar los modelos, se 

utilizaron métricas que permiten evaluar el poder predictivo de 

estos modelos, donde se escogió MAE (Mean Absolute Error) y RMSE 

(Root Mean Squared Error) debido a la naturaleza de la variable 

a predecir, y MAPE (Mean Absolute Per centage Error) debido a su 

facilidad de interpretación.  

 

El MAE permite una interpretación directa de los resultados 

debido a que es un error promedio absoluto y mantiene las mismas 

unidades que los valores originales que se buscan predecir. Por 

otro lado,  el RMSE eleva al cuadrado los errores antes de 

promediarlos, lo que tiene un impacto directo en los errores más 

grandes (más sensible a distintas distribuciones). El MAPE, por 

su parte, es de fácil interpretación puesto que está en 

porcentaje, aunque tien e la desventaja de sobreestimar el error 

en caso de valores reales y predichos muy pequeños. El MAE a 

diferencia del MAPE no depende de la escala de los datos; para el 

caso del MAPE los valores pueden cambiar considerablemente cuando 

se cambiaba la agregac ión a una más fina, por ejemplo de semanas 

a días, o de días a horas, debido a la escala de los datos: datos 

más cercanos a 0 (lógico para particiones de tiempo más finas) 

producen pérdida de comparabilidad.  
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VI.4 Metodología de optimización  

Por el lad o de la optimización de recursos médicos, se ha 

adoptado la misma metodología de trabajo por cada una de las 

unidades de trabajo del proyecto. En estas, se inicia describiendo 

la situación a abordar, tomando en consideración aspectos 

específicos del área y  tomando en cuenta los resultados y 

aprendizajes obtenidos de las fases previas del proyecto. Esto 

permite contextualizar el problema y formular un modelo de 

optimización lineal a utilizar.  

 

Seguido a esto, se presenta una formulación inicial, en la 

que ca da unidad de trabajo adopta un enfoque de calendarización 

alineado con modelos comúnmente empleados en la literatura. Estos 

son definidos y especificados según las necesidades y 

características particulares de su área, estipulando las 

necesidades basales a  considerar por cada problemática a 

resolver, tanto las sugeridas por artículos propios del Estado 

del Arte como solicitudes descritas por la contraparte. Del mismo 

modo, en esta sección se establece el criterio a optimizar, siendo 

en ambos escenarios una minimización del costo económico asociado 

a las calendarizaciones propuestas, buscando así eficiencia en la 

asignación de recursos.  

 

Conociendo ya una formulación base, la sección siguiente 

introduce modificaciones al modelo, las cuales están diseñadas 

par a ofrecer mayor flexibilidad y permitir que la organización 

adapte la formulación a metas o requisitos específicos, generando 

así un valor agregado en el proceso de optimización. Las 

modificaciones permiten que el modelo responda a necesidades 

operativas a dicionales y contemple posibles escenarios futuros.  

 

Finalmente, se discuten metodologías enfocadas en la 

implementación de los modelos diseñados. Si bien no se contempla 

una evaluación explícita de instancias en programas 

especializados, las metodologías sugeridas buscan facilitar la 

resolución de instancias prácticas de interés para la 

organización, cuya taxonomía y volumen de decisiones a tomar 

podrían resultar difíciles de manejar mediante métodos 

tradicionales. Estas metodologías se adaptan al contexto  y los 

intereses de la organización, asegurando que el proceso de 

implementación sea eficiente y ajustado a necesidades reales.  
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VII.  Resultados  

VII.1 EDA, definición de fuentes de datos y caso 

de uso  

Teniendo acceso a los sistemas informáticos Microsoft Azure 

y DataBricks del equipo ACHS para la creación de algoritmos y 

almacenamiento de resultados, el paso a seguir está asociado a 

analizar y comprender los distintos conjuntos de datos 

disponibles y fa cilitados por el equipo ACHS, quienes en su 

infraestructura computacional brindan acceso de información 

anonimizada para resguardar el bienestar de los pacientes. En 

particular, de los ingresos y controles al CAA y los ingresos de 

la Urgencia. Los primeros  estarían diferenciados por tipo de 

consulta, ya sea la proveniencia del paciente o la unidad de 

tratamiento en la cual recibe la atención, mientras que los 

segundos, corresponden a demanda espontánea de urgencias en 

general, las cuales estarían clasificad as según el sistema de 

categorización de la atención de urgencia, triage.  

 

En específico, las bases a considerar corresponden a 

diferentes hitos del proceso de atención de un paciente, iniciando 

por la recepción de Tickets Ambulatorios generados al momento  de 

llegada al centro de salud, obtenido de 

tickets_atencion_ambulatoria_fucyt ). Seguido de la gestión de 

movimientos y admisiones de pacientes según tipo de ingreso 

(agendado o espontáneo), causa de atención y padecimientos 

(obtenido de bt_movimientos_fuc yt y  bt_episodio_siniestro_fucyt ), 

además de la información de controles según su tratamiento 

específico (obtenido de reporte_cu0045_controles_fucyt ).  

  

Teniendo definidas las bases de datos con las cuales se 

trabajará, el procedimiento a  seguir correspo nde a analizar estos 

datos, de modo tal de comprenderlos, comprender con qué 

información se cuenta, qué tipo de tendencias y/o comportamientos 

tienen las variables, e incluso buscar covariables que podrían 

explicar el comportamiento de las anteriores, con el fin de, en 

la sección siguiente, transformar las variables necesarias y 

adecuarlas a los objetivos del proyecto.  

 

Se trabajará entonces con 2 bases de datos finales para 

realizar pronóstico: una dedicada al CAA, con demanda agendada, 

y otra dedicada a Urgencias, con demanda no agendada.  

 

Para comprender los flujos de proveniencia y egreso de 

pacientes relevantes para las dos unidades de estudio, se añade 

el Esquema 2, donde se establece además una relación entre ambas 
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unidades. Donde es la urgencia la q ue puede derivar parte de su 

demanda al CAA.  

 
Esquema 2:  Diagrama de flujo de ingresos y proveniencia, 

así como de egresos y destino de pacientes para las unidades a 

estudiar.  

 

La urgencia recibe flujo desde accidentes de trabajo o de 

trayecto laboral, pr incipalmente de la Región Metropolitana. Como 

una unidad de Urgencia es una unidad de resolución inmediata y 

derivación, puede derivar a diferentes unidades de acuerdo a la 

gravedad de los pacientes. Por otro lado, el CAA es todo lo contrario. 

El CAA recib e múltiples derivaciones de pacientes que necesitan 

consulta con especialista en medicina interna, traumatología, cirugía 

o psiquiatría proveniente de los diferentes de centros en red de la 

ACHS, así como también derivaciones de altas hospitalarias (pacien tes 

que estaban hospitalizados en el HT) y de la Urgencia, mientras que 

sólo tiene una forma de egreso: el alta (o seguimiento a largo plazo 

en red). Es frecuente que las patologías asociadas a ser tratadas en 

el CAA necesiten múltiples atenciones, es por esto que se tiene la 

primera visita por siniestro y derivación (ingreso al CAA), mientras 

que el resto de las visitas se consideran como ñcontrolesò 

(continuación del tratamiento de ese ingreso).  

 

Después de conversaciones con el equipo de CAA, se aclaró 

que las citas en la categor²a denominada ñIngresosò, en la base 

proporcionada por el mandante, corresponden a las primeras 

consultas en las especialidades de Psiquiatría, Neurología y 

algunas de Fisiatría (desde 2023). Esto se debe a un manejo 

interno que m ás bien relaciona la categoría con la duración de 

las citas: se denomina ñingresoò a una cita de 40 minutos y 

ñcontrolò a una cita de 20 minutos. Por lo tanto, ya que solo 
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estas especialidades requieren más tiempo en su primera visita, 

son las únicas que p oseen ñIngresosò. 

 

Para los fines de este proyecto, de acuerdo a la definición 

presentada, hemos ajustado la base de datos y nos referiremos a 

la primera atenci·n de cualquier especialidad como ñingresoò o 

ñprimera citaò de aqu² en adelante. 

 

 

Si bien en e l CAA un ingreso es un primer control de un siniestro 

y se entiende que la prestación demandada es la misma: una hora 

médico, sí se hará una diferenciación de ambos tipos de entradas en 

muchos de los análisis que se muestran a continuación, debido a la 

nat uraleza de su demanda. Por un lado el ingreso es una derivación 

directa, sea por el mecanismo que sea, mientras que el control es 

una derivación indirecta que depende de distintos factores que el 

ingreso, lo que podría ser relevante a la hora del pronóstic o de la 

demanda. Mientras el ingreso depende de la derivación de la demanda 

de unidades externas (RED, Urgencia y Altas hospitalarias), la 

gravedad del paciente y la patología específica por la que se deriva; 

el control depende de la patología, la exigenci a de periodicidad que 

establece el especialista, e indirectamente de esa primera 

derivación. Por lo tanto, y con fines exploratorios, se separarán 

ambos tipos de entrada en la medida de los posible. Sin embargo, se 

debe tener cuidado al sacar conclusiones de ingresos en particular, 

ya que la cantidad de datos es mucho menor a la de los controles. 

Esto será siempre considerado en el modelamiento, y es un hecho que 

estará subyacente en el análisis a continuación.  

 

 

VII.1.1 EDA del CAA  

 

 La base reporte_cu0045_controles_fucyt  se utilizará para 

analizar eventos asociados al CAA. Esta base corresponde a 

controles de pacientes en diferentes unidades del HT, y se divide 

según tipo u origen del incidente que conlleva a su consulta, lo 

cual incluye paci entes ley, pacientes no ley, venta de servicios 

complementarios (VSC) o también pacientes derivados del Instituto 

de Seguridad Laboral (ISL). En ese sentido, la sección relevante 

para este proyecto es únicamente la pacientes ley, es decir, 

aquellos que ing resan al CAA.  

 

Si bien tanto un ingreso como un control tienen la misma 

naturaleza de demanda agenda, el cómo cada una de ellas se 

comporta para la predicción de su demanda sí debe ser 

diferenciada, esto a pesar de que, como se verá en los párrafos 

siguie ntes, los ingresos tienen menos observaciones.  
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A continuación, se presenta un análisis de la base de datos 

filtrada de interés, sus variables e introducción de covariables 

de interés.  
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Resumen de la base de datos del CAA  

 

Esta base, reporte_cu0045_contr oles_fucyt ,  cuenta con 

4.315.835 observaciones y 67 columnas referentes a 

características de las visitas (como por ejemplo el tipo de 

siniestro, la procedencia de la derivación o el tipo de atención, 

es decir, si es ingreso o control), de la patología de c onsulta 

(por ejemplo, la unidad de tratamiento), y del paciente en sí 

(como por ejemplo, el tipo de seguro y el sexo). Del total de 

observaciones, sólo 490.084  están asociadas al CAA del HT, las 

cuales se obtienen al filtrar por la columna UO_ServicioDesc , con 

el valor ñUNIDAD SERVICIO ATENCION AMBULATORIAò.  

 

De todas las observaciones del CAA, se mantienen sólo los 

pacientes ley, excluyendo a aquellos pacientes provenientes del 

ISL y los asociados a VSC, debido a que no corresponden al tipo 

de servicios prestados de interés. Así, luego de filtrar, la base 

de datos para la estimación de demanda del CAA contiene 431.845 

observaciones totales.  

 

 

Tipo de observación  Núm. de observaciones  Proporción  

Ingreso  72.097  16,7%  

Controles  359.748  83,3%  

 

Tabla 2:  Cantidad y proporción de Controles e Ingresos CAA 

(2018 -  2024 act.)  
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La serie de tiempo del CAA  
 

Utilizando la base de datos de cantidad de ingresos / 

controles agregados a lo largo del tiempo, se puede visualizar el 

primer análisis de series de tiemp o. La Figura 1 muestra, tal 

como se mencionó, todas las observaciones del CAA, ya sean 

controles o ingresos.  

 

 

 

Figura 1:  Serie de Tiempo + Controles e Ingresos CAA (2018 

-  2024 act.)  

 

 

La pandemia de SARS - CoV- 2 entre los años 2020 y 2021 es de 

los primeros fenómenos que llaman la atención, donde se observa 

una clara disminución en las atenciones realizadas. Llama la 

atención, de todas formas, que previo a la pandemia ya se 

observaba una disminución paulatina de las atenciones. Otro de 

los fenómenos que saltan a la vista son los cortos periodos de 

tiempo con cantidad de atenciones visualmente anómalas, los 

cuales son una cantidad positiva pero muy cercana a 0 en 

comparación al resto de las  observaciones de la agregación, y la 

mayoría de estas ocurren un fin de semana. Esto puede deberse a 

controles extraordinarios un fin de semana, errores de ingreso de 

datos, fines de semana largos, u otro motivo.  
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La serie de tiempo de los controles  

 

Con el fin de observar si los controles y los ingresos se 

comportan de forma similar o diferente, a continuación se muestra 

la serie de tiempo de cada uno.  

 

 

 
 

Figura 2: Serie de Tiempo diferenciada -  Controles e Ingresos CAA (2018 -  2024 

act.)  

 

 

La Figur a 2 muestra la misma serie anterior pero separando 

los controles de los ingresos (primer control de cada paciente) 

donde a primera vista se confirma la gran diferencia entre 

ingresos y controles, lo que es esperable ya que los ingresos 

corresponden al prim er control de un grupo de controles de un 

mismo paciente por siniestro. Acá se aprecia también que son los 

controles  los más influyentes para estas observaciones 

visualmente anómalas mencionadas en el párrafo anterior, lo cual 

tendría sentido en el caso q ue estas correspondan a fines de 

semana largo con controles extraordinarios (poco probable asignar 

un primer control para un paciente en un horario extraordinario).  
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La serie de tiempo de los ingresos  

 

Para poder observar de mejor manera la serie de tiem po para 

el caso de los ingresos, se aísla dicha serie en la Figura 3.  

 

 
 

Figura 3: Serie de Tiempo -  Ingresos CAA (2018 -  2024 act.)  

 

En esta serie se observa un fenómeno ligeramente distinto 

en el periodo correspondiente al SARS - CoV- 2 en comparación a l os 

controles. Si bien la serie de ingresos también presenta una caída 

durante aquel período, este no es tan notorio como el observado 

desde mediados del año 2018. Lo anterior posiblemente tiene varias 

explicaciones. Por un lado, el HT en este periodo tuvo procesos 

de remodelación [15], [16] , y por lo tanto, se vio capacidad de 

atención limitada (donde seguramente se priorizó a aquellos 

pacientes que ya habían ingresado y debían terminar sus 

contr oles). Por otro lado, es probable que la mayoría de las 

atenciones al inicio de la serie estudiada sean consideradas como 

ingresos dado como se definieron estos ingresos, aun cuando quizás 

no lo sean. En otras palabras, es probable que la falta de 

historia  del pasado haya sesgado aquellas primeras observaciones.  

 

Tendencia y estacionalidad de la serie de tiempo  

 

Estas propiedades pueden ser testeadas de manera estadística 

e identificadas de forma gráfica en distintas ventanas de tiempo 

y en distinta frecuencia de agregación. Para una primera 

observación, se modela la descomposición de las series temporales 

en cues tión como modelos aditivos, pero también pueden ser 

modelados de manera multiplicativa.  

 

En la Figura 4 se observa la descomposición de la serie de 

tiempo de controles, y en la Figura 5 de los ingresos. La 

tendencia para ambas series de tiempo se condice con lo mencionado 

https://www.zotero.org/google-docs/?WKSJrm
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en los párrafos previos. Otro factor importante que se observa en 

las tendencias es que los ingresos disminuyen su nivel previo al 

punto de inflexión en 2018, mientras que los controles luego de 

la pandemia recuperan un nivel dentro de to do estable, pero de 

todas formas un poco inferior a lo que se observaba previo a esta. 

La razón de esto será estudiada con covariables que pudieren 

alterarse con la pandemia, como la empleabilidad.  

 

 
 

Figura 4: Componentes Temporales -  Controles CAA (2018  -  2024 act.)  

 

 

En cuanto a las estacionalidades, para el caso de los 

controles e ingresos parece haber una periodicidad bastante 

clara.  
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Figura 5: Componentes Temporales -  Ingresos CAA (2018 -  2024 act.)  

 

 

Distribución de la demanda según agregación de períodos  

 

Un factor importante a la hora de decidir el nivel de 

agregación para los períodos a utilizar es la distribución de la 

cantidad de visitas para cada una de estas ventanas. La primera 

de las agregaciones a analizar es la por bloque de horas. En la  

Figura 6 se observan los gráficos de caja para cada una de las 

horas disponibles en la base de datos para los controles 

únicamente, ya que no hay datos suficientes en los ingresos para 

observar algún comportamiento. Existen controles en todas las 

horas de l día, lo que puede deberse a errores o simplemente 

outliers de situaciones especiales. Se ve un claro comportamiento 

durante el día. Existen muy pocos controles tanto al comienzo de 

la jornada como al  final de esta. También una disminución clara 

en la ve ntana usual de bloques de colación.  



 

36 

 
Figura 6: Diagramas de Caja (hora) -  Controles CAA (2018 -  2024 act.)  

 

 

 
Figura 7: Diagramas de Caja (día semana) -  Controles CAA (2018 -  2024 act.)  

 

En las Figuras  7  y 8 se hace un análisis similar, pero para 

una agregación por día de la semana. Nuevamente se observan los 

casos anómalos en días sábado/domingo con cantidades positivas de 

controles cercanas a 0, y algunos para el día sábado en el caso 

de los ingresos. E xiste una subida en la cantidad de controles en 

los días martes y miércoles, siendo el día con menos demanda el 

viernes. Algo similar ocurre en el caso de los ingresos, pero con 

un número similar de atenciones de lunes a jueves, siendo el 

viernes el día de  menor demanda.  
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Figura 8: Diagramas de Caja (día semana) -  Ingresos CAA (2018 -  2024 act.)  

 

En las Figuras 9 y 10 se observan gráficos de caja para la 

distribución de los distintos meses presentes en toda la base de 

datos. Para el caso de los ingresos, se aprecia una cantidad 

relativamente constante durante todo el año. En cuanto a los 

controles, el análisis es similar, las medias se mantienen 

similares a lo largo del año, donde la variación de los cuartiles 

parece ser más relevante que las medias. Los m eses de verano e 

invierno parecen serlos menos demandados, mientras que los meses 

con mayor variación parecen ser abril y julio.  

 

 
Figura 9:  Diagramas de Caja (mes) -  Controles CAA (2018 -  2024 act.)  
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Figura 10:  Diagramas de Caja (mes) -  Ingresos CAA ( 2018 -  2024 act.)  

 

Dado que existe una clara tendencia en la cantidad de 

ingresos/controles en distintos bloques horarios y día, parecen 

ser viables estas dos alternativas de agregación temporal para el 

pronóstico de demanda futura.  

 

 

Categorización de la  demanda según territorio de procedencia  

 

Se analizará si es que existe estacionalidad con respecto a 

las sedes desde las que procede una paciente al ser derivado al 

CAA. Para esto, se pueden utilizar distintas alternativas de 

variable asociada a ubicación  de procedencia, como lo son 

Sede_Anterior (100 categorías),  Agencia_Anterior (34 categorías) y  

Territorio_Anterior (6 categorías). Sin embargo, dado que existen 

100 categorías para la primera de estas variables, el análisis 

visual se vuelve imposible, ade más de que las categorías de 

Agencia_Anterior  y Territorio_Anterior  ya tienen información de 

distintas zonas del país, por lo que debería poder ser posible 

observar temporalidades asociadas a industrias que tienen mayor 

presencia en ciertas localidades.  

 

Para este análisis se considera el total de demanda en el 

CAA; es decir, ingresos más controles como demanda total; y no se 

consideran los años de pandemia: 2020 y 2021, debido a que la 

exploración y el análisis serán visuales, e incluir dichos años 

podría sesgar la exploración visual. Sin embargo, y a pesar que 

no se incluyan esos años en este análisis, estos años seguirán 

siendo considerados para otros análisis, así como también para 

los modelos a desarrollar.  
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El análisis comienza para la variable con men os categorías, 

Territorio_Anterior. En la siguiente tabla se presenta la cantidad 

de observaciones y el porcentaje del total correspondientes a 

cada territorio presente en la base de datos de demanda del CAA.  

 

 

Territorio Anterior  Total de observaciones  Proporción  

HT 316.070  73,96%  

METRO 66.722  15,61%  

NORTE 23.511  5,50%  

SUR 21.001  4,91%  

CENTRO ASIST AGENCIA APOYO 

VIRTUAL 
31 0,01%  

TELEMEDICINA 10 0,00%  

 

Tabla 3:  Cantidad y proporción de ingresos y controles al 

CAA según territorio de procedencia (2018 -  2024 act.)  

 

Se puede observar que el HT es el principal territorio que 

deriva pacientes al CAA, lo que puede deberse a distintos tipos 

de controles de una misma p ersona dentro del HT, por ejemplo, 

además de los pacientes provenientes de la urgencia y alta 

hospitalaria. Existen derivaciones dentro de la misma región 

metropolitana hacia el CAA también, con lo que el territorio total 

dentro de la región metropolitana (incluyendo al HT) es la mayor 

fuente de derivaciones hacia el CAA, con un 89.57% proviniendo 

desde algún lugar de la región metropolitana. Existe una demanda 

no menor también desde la zona norte y sur del país, pero en 

conjunto apenas llegan a ser un 10.4 1% de la demanda. Dicho esto, 

para el análisis futuro se podría hacer una separación entre zonas 

de la región metropolitana como categorías, para lograr ver 

comportamientos comparables a zona norte y sur. No obstante, al 

ocupar el HT la gran mayoría de la demanda, el impacto esperado 

de distintos lugares de la región metropolitana no debería generar 

un gran impacto en la serie temporal de la demanda.  

 

Teniendo en cuenta la gran diferencia de órdenes de magnitud entre 

los distintos territorios de orígen, se analizan a continuación 

las series temporales de cada territorio anterior (T.A.) en 

términos de porcentaje anual de cada una, con respecto al total 

anual de cada grupo.  
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Figura 11:  Serie de tiempo del porcentaje anual de la demanda  

del CAA para el año 2018.  

 

 

 
Figura 12:  Serie de tiempo del porcentaje anual de la demanda  

del CAA para el año 2019.  
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Figura 13:  Serie de tiempo del porcentaje anual de la demanda  

del CAA para el año 2022.  

 

 
Figura 14:  Serie de tiempo del porcentaje anual de la demanda  

del CAA para el año 2023.  

 

 

Si bien existen diferencias notorias en ciertos años y meses 

para los distintos territorios, no se mantiene la misma diferencia 

a través de los distintos años, por lo que no se puede asegurar 

que exista alguna estacionalidad atribuíble a un territorio de 

origen en específico. Es más, estos datos parecen principalmente 

confirmar el comportamiento agregado de las series de tiempo sin 

la separación, como lo es la consistente bajada de demanda 

existente los meses de febrero, septi embre, y las subidas 
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consistentes de demanda en el mes de marzo, pero no parecen revelar 

ninguna información suficientemente relevante del territorio.  

 

Dado que pueden existir diferencias con respecto a otras 

agregaciones temporales, a continuación se pre sentan gráficos del 

promedio de demanda de cada uno de los territorios de origen, 

agrupados según año y día de la semana.  

 

 
Figura 15:  Promedio de la demanda del CAA para cada día de 

la semana, según territorio anterior: Hospital del Trabajador.  

 

 

 
Figura 16:  Promedio de la demanda del CAA para cada día de 

la semana, según territorio anterior: Metropolitano.  
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Figura 17:  Promedio de la demanda del CAA para cada día de 

la semana, según territorio anterior: Norte.  

 

 

 
Figura 18:  Promedio de la demanda del CAA para cada día de 

la semana, según territorio anterior: Sur.  

 

 

Nuevamente, no parece haber diferencias concluyentes entre 

territorios. Existen algunos patrones que se mantienen por los 

primeros dos años como en el caso del HT, pero esto cambia en lo s 

últimos años. Debido a esto, y a lo que se mencionó al inicio de 

esta sección, se explora una desagregación más detallada: separar 

por grupos de agencia anterior; es decir, según la columna 

Agencia_Anterior . Existen algunas agencias anteriores repetidas,  

por algunas diferencias de texto, con lo que la demanda se separa 

finalmente en 32 grupos. En la siguiente tabla se muestra cada 
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una de estas agencias, con el total de demanda entre 2018 y 2023, 

además de el porcentaje del total de la demanda en el CAA as ociado 

a cada una de ellas, para poder ver el aporte de cada una de ellas 

de forma general.  

 

 
Tabla 4:  Cantidad y proporción de ingresos y controles del 

CAA según agencia de procedencia  

 

 

Se evidencia nuevamente que la mayoría de datos  son 

controles provenientes del Hospital del Trabajador, con un 67.27% 

de estos controles provenientes del mismo CAA. Sin embargo, si es 

que existen patrones considerables en más de alguna agencia 

anterior relacionados a temporalidad u otros factores, pued e 

seguir siendo determinante a la hora de hacer predicciones de 

demanda futura, dado que en conjunto siguen teniendo una 

proporción considerable de la demanda total.  

 

Teniendo en cuenta la gran cantidad de agencias y lo complejo 

que es poder visualizar tan tas agregaciones, además de su 

desagregación año a año, se decide incluir en este informe sólo 

aquellos gráficos en los que se se observe de manera clara 

patrones de cambio en lo que respecta a la demanda, para algún 

nivel de agregación.  
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En los siguientes  gráficos se observa el porcentaje mensual 

del total de demanda anual de cada tupla de la forma ñ(agencia 

anterior, a¶o)ò; es decir, se toma el total de demanda de una de 

estas tuplas y también la demanda mensual de cada una, para luego 

sacar la proporción  de cada mes con respecto al total. El fin de 

esto es poder visualizar en un mismo nivel a los distintos años, 

para observar de manera clara los patrones de cambio, que es lo 

que realmente importa en este análisis.  

 

 
Figura 19:  Serie de tiempo del porcen taje anual de la 

demanda del CAA, proveniente del mismo CAA.    

 

Detalle: Existe disminución notoria en febrero, seguida de 

un aumento notorio en marzo. Leve disminución en abril y junio. 

En agosto parece haber otro peak. En septiembre disminuye de 

manera d rástica la demanda.  

 

 
Figura 20:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, proveniente del servicio de urgencias.    

 

Detalle: Existe un valle notorio en febrero y  septiembre, 

tal como en los gráficos anteriores asociados al HT.  



 

46 

 

 

 
Figura 21:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, proveniente de la agencia La Florida/Puente 

Alto.    

 

Detalle: Existe un valle notorio en febrero, mientras que 

se mantiene relativamente estable la demanda en marzo - junio.  

 

 

 
Figura 22:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, proveniente de la agencia Santiago/San Miguel.   

 

Detalle: Existe un valle notorio en septiembre y otro 

también en diciembre.  
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Figura 23:  Serie de tiempo del porcentaje anual de la 

demanda de l CAA, proveniente de la agencia Valles del Maipo.   

 

Detalle: Existe un valle notorio en febrero y también en el 

mes de septiembre.  

 

 

 
Figura 24:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, proveniente de la agencia Ruta del sol.   

 

Detalle : Existe una subida notoria en el mes de marzo, 

mientras que el valle de febrero no parece verse como en otras 

agencias de origen.  
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Figura 25:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, proveniente de la agencia Parque Las Americas.   

 

Detalle: Existe una subida notoria de la demanda en marzo, 

mientras que una disminución notoria en el mes de diciembre.  

 

 

 
Figura 26:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, proveniente de la agencia Egaña / Las Condes.   

 

Detalle: Existe  un valle notorio en febrero, junio y lo que 

parece ser una especie de doble peak en julio - agosto, con otro 

valle en septiembre. Además, se observa una subida notoria en 

octubre - noviembre.  
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Figura 27:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, proveniente de la agencia Libertadores.  

 

Detalle: Existe un peak notorio en agosto y, por otro lado, 

una bajada notoria de la demanda en diciembre.  

 

 

 
Figura 28:  Serie de tiempo del porcentaje a nual de la 

demanda del CAA, proveniente de la agencia Elqui.  

 

Detalle: Existe una disminución notoria en febrero, junio y 

septiembre. Además, aparentemente existe un aumento entre octubre 

y noviembre.  
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Figura 29:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, proveniente de la agencia San Vicente / San 

Fernando.  

 

Detalle: Existe un valle notorio en febrero, mientras que se 

observa un peak en marzo. Existe otro aumento notorio en julio, 

para luego observar una disminución entre septiembre y o ctubre.  

 

 

 
Figura 30:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, proveniente de la agencia Los Ángeles.  

 

Detalle: Parece existir un aumento de la demanda desde enero 

hasta marzo, con un valle notorio en abril. También parece 

observarse un a estabilidad entre los meses de agosto y septiembre.  
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Figura 31:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, proveniente de la agencia Chillán.  

 

Detalle: Existe un valle notorio en los meses de febrero y 

julio. Además, existe un peak  en agosto, con una disminución de 

la demanda entre septiembre y octubre. La demanda parece 

mantenerse relativamente estable entre los meses de octubre y 

noviembre.  

 

 

 
Figura 32:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, proveniente de l a agencia Arauco / Concepción.  

 

Detalle: Se observa una subida relativamente estable entre 

los meses de abril y junio.  
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Figura 33:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, proveniente de la agencia Aconcagua.  

 

Detalle: Al contrario de otros gráficos, parece existir un 

peak en febrero. Existe también un aumento relativamente estable 

entre los meses de mayo y junio, con un aumento leve en julio.  

 

 

 
Figura 34:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, proveniente de la a gencia Osorno / Valdivia.  

 

Detalle: Existe un valle notorio en el mes de febrero, 

mientras que en el mes de noviembre se observa un claro aumento 

de la demanda.  
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En general, a través de los distintos gráficos anteriores 

para las distintas agencias de ori gen, se puede observar que sí 

parecen existir distintos patrones de la demanda; por lo tanto, 

considerar esta variable como una variable adicional podría 

mejorar en cierta medida algún modelo predictivo. Sin embargo, al 

ser solo agencias y meses puntuales los casos en los que se 

observan patrones notorios, quizás se deba construir una variable 

binaria que capture solo eventos de este tipo; es decir, para 

cada agencia de origen, asignar un valor a los meses en que se 

observan patrones notorios, aunque se deb e evaluar si esta 

modificación realmente vale la pena para casos tan específicos. 

Adicionalmente, y tal como se menciona al inicio de este capítulo, 

incluir esta variable debe hacerse con cuidado, puesto que los 

patrones observados corresponden a ingresos.  

 

Para ver un nivel de agregación temporal distinto, se 

observa en los siguientes gráficos distintos valores para tuplas 

de la misma forma que antes, pero para los distintos días de la 

semana.  

 

 

 
Figura 35:   Promedio de la demanda del CAA para cada día 

de la semana, proveniente del mismo CAA.  

 

Detalle: Parece haber un pequeño peak de demanda u horas 

tomadas el martes y miércoles, para decaer hasta el viernes.  
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Figura 36:  Promedio de la demanda del CAA para cada día de 

la semana, proveniente de la atención de Urgencias.  

 

Detalle: La demanda u horas tomadas se mantiene estable todos 

los días de la semana, excepto el fin de semana. De hecho, es 

interesante que es prácticamente la única demanda que se atiende 

el  fin de semana.  

 

 

 

Figura 37:  Promedio de la demanda del CAA para cada día de 

la semana, proveniente de la agencia La Florida / Puente Alto.  

 

Detalle: La demanda u horas tomadas se mantiene bastante 

estable para todos los días de semana.  
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Figura 38:  Pro medio de la demanda del CAA para cada día de 

la semana, proveniente de la agencia Alameda / Maipú.  

 

Detalle: Al contrario de lo que se observaba en la figura 

35, la demanda u horas tomadas muestra un crecimiento desde el 

lunes hasta el viernes.  

 

 

 
Figura 39:  Promedio de la demanda del CAA para cada día de 

la semana, proveniente de la agencia Santiago / San Miguel.  

 

Detalle: La demanda u horas tomadas se mantiene bastante 

estable para todos los días de semana.  
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Figura 40:  Promedio de la demanda del CAA pa ra cada día de 

la semana, proveniente de la agencia Valles del Maipo.  

 

Detalle: Existe un leve aumento en la demanda u horas tomadas 

los jueves y viernes.  

 

 

 

 
Figura 41:  Promedio de la demanda del CAA para cada día de 

la semana, proveniente de la agencia Ruta del Sol.  

 

Detalle: Los últimos 2 años muestran un aumento de la demanda 

u horas tomadas el lunes. Fuera de eso, los días de la semana son 

bastante estables. Se agrega pocas observaciones para el fin de 

semana también en los últimos 2 años.  

 

No se incl uyen más gráficos para el resto de las agencias 

de origen, dado que con los presentados es suficiente para ver 
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que no se aprecian patrones notorios que se repitan. No parece 

existir un comportamiento que se mantenga durante más de dos años 

para alguna de l as agencias, de manera que incorporar los días de 

semana en algún modelo, es probable que no entregue información 

relevante. Sin embargo, sí existe un punto relevante a mencionar, 

los fines de semana. Se había hablado de razones para tener 

observaciones ce rcanas pero distintas a cero en secciones 

anteriores, tales como horas extraordinarias o incluso errores. 

Sin embargo, a partir del gráfico de urgencia (Figura 36) se 

evidencia que la mayoría de las atenciones del CAA durante fin de 

semana provienen de der ivaciones de dicha unidad. Esto tiene 

sentido puesto que las urgencias son imprevistos que muchas veces 

necesitan atención de especialistas de forma inmediata, lo que 

debe ser considerado en el modelo y claramente es considerado 

actualmente por la ACHS. Tr as conversaciones con la jefa de CAA, 

se constata que estas atenciones son en su mayoría provenientes 

de traumatología, siendo tobillo y pie, hombro y rodilla las más 

recurrentes.  

 

 

Análisis de unidades de tratamiento  

 

Tras la reunión con el CAA, y por el  lado de la oferta, se 

pudo constatar que esta unidad cuenta con tres espacios físicos: 

21 box para especialidades específicas (14 traumatología, 3 

oftalmología y 4 maxilofacial), 14 para salud mental 

(psiquiatría, neurología y fonoaudiólogos) y 11 box gen erales 

para 400 consultas al día.  

Para analizar las especialidades médicas en el CAA, se toma 

en principio la variable UO_TratamientoDesc . Es importante notar 

que esta variable no es realmente la variable que indica la 

especialidad sino la unidad de tratamiento a la cual pertenece el 

especialista.  

 

El objetivo de este análisis era ver si se puede realizar 

una separación de modelos según UT  y especialidades, para asignar 

correctamente las horas médicas correspondientes. En la siguiente 

tabla se observa la cantidad de demanda de la muestra 

correspondiente a cada UT, junto con el porcentaje del total de 

demanda de cada una.  
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Tabla 5:  Cantida d y proporción de ingresos y controles del 

CAA según unidad de tratamiento (UT)  

 

En este caso, los grupos son mucho más comparables en cuanto 

a órdenes de magnitud, aunque de todas maneras existe una gran 

diferencia entre las especialidades más demandadas y las menos 

demandadas (51.998 versus 5, 96 y 206 datos).  

 

Se comienza el análisis de manera similar a los lugares de 

orígen, para saber si es que existen cambios en la demanda de 

cierta especialidad en algún periodo del año en particular. Por 

motivos de o rden, se presentarán las gráficas de las 17 primeras 

filas de la tabla anterior (aquellas que tienen una demanda mayor 

al 2% del total), detallando el nombre de la unidad de tratamiento 

y el porcentaje que estas toman respecto al total de demanda. De 

la mi sma forma que para el lugar de procedencia, no se incluyen 

los años de pandemia (2020 y 2021) con el fin de no sesgar la 

exploración visual de las tendencias.  
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Figura 42: Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta Méd ica Rehabilitación 

(12,04%).  

 

Detalle: Existen valles notorios en febrero y septiembre. 

Por otro lado, enero, marzo, mayo y agosto parecen ser peaks de 

demanda en el año para esta especialidad.  

 

 

 
Figura 43:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta Tobillo y Pie (9.42%).  

 

Detalle: Existen valles notorios de la demanda en febrero, 

junio, septiembre y diciembre. Por otro lado, los meses de enero, 

marzo, mayo, agosto y octubre parecen ser peaks de esta misma.  
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Figura 44:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta Extremidad Superior B 

(9.20%).  

 

Detalle: Se pueden identificar peaks de demanda en enero, 

marzo, julio y agosto. Por otro lado, se observa una clara caída 

de esta misma en febrero y septiembre.  

 

 

 
Figura 45:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta Psiquiatría (8.75%).  

 

Detalle: Se observan claros peaks  de demanda en enero, marzo, 

agosto y noviembre. Por el lado de los valles en cuanto a la 

demanda, se observa que febrero, junio y septiembre parecen serlo.  
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Figura 46:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta Oftal mológica (8.38%).  

 

Detalle: Pareciera observarse peaks de demanda en enero, 

marzo, agosto y octubre. Los valle más notorios en este caso son 

en febrero y septiembre.  

 

 

 
Figura 47:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Cons ulta Rodilla (7.75%).    

 

Detalle: Los peaks notorios de demanda se ven en enero, 

marzo y agosto. Por el contrario, los valles de demanda parecen 

ser en febrero, junio, septiembre y diciembre.  
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Figura 48:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta Atención Espontáneo 

(5.00%).  

 

Detalle: En este caso el nivel de demanda en los primeros 

meses (enero - abril) parece estar muy por debajo del resto del año. 

Los peaks el resto del año parecen ser en mayo, agosto y noviembre. 

Dentro del bajo nivel de comienzo de año, febrero está aún más 

por debajo, mientras que en el resto del año no parece haber un 

valle evidente. Cabe destacar que esta categoría no parece ser 

una especialidad tal cual, pero aún así se observan patrones que 

lo d iferencian del resto.  

 

 
Figura 49:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta Hombro (4.89%).  

 

Detalle: En este caso se observa que la caída de enero -

febrero no es tan drástica como en otras especialidades, pero sí 

es muy notorio el peak de marzo, dado que en abril el nivel de 

demanda baja notoriamente. En mayo se vuelve a apreciar una 
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demanda como la de marzo. Por otro lado, existen caídas notorias 

en septiembre y diciembre.  

 

 
Figura 50:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta Psicología (4.45%).  

 

Detalle: Esta especialidad arroja datos inconsistentes, como 

l a falta de datos en 2023 (enero - marzo y septiembre - diciembre), y 

la gran diferencia de nivel de demanda en 2022. Es posible que se 

haya intentado fomentar esta unidad de tratamiento a inicios de 

2022, pero sufri· un ñquiebre de stockò (se quedaron sin 

espe cialistas) en julio de ese mismo año, lo que podría explicar 

que los primeros meses de 2023 no haya habido atenciones.  

 

 

 
Figura 51:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta Extremidad Superior A 

(4.20%) .    

 

Detall e: Se observan comportamientos anómalos de los datos 

para esta especialidad, por lo que se debe aclarar la situación o 
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remover estos datos. Fuera de ello, no hay estacionalidad en esta 

serie.  

 

 
Figura 52:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta Cirugía Maxilofacial 

(3.46%).  

 

Detalle: Se observan peaks notorios en enero, marzo, mayo, 

julio y agosto. Por otro lado, se observan valles notorios en 

febrero, abril, junio, septiembre y diciembre.  

 

 

 

Figura 53:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta Neurología (3.46%).    

 

Detalle: En este caso se observa una caída mayor a la de 

otras especialidades en el mes de febrero, con los peaks ya vistos 

en enero y marzo. En el resto de los m eses parecen haber cambios 

mucho más suaves en la demanda y no parece haber un patrón claro 

de estos.  
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Figura 54:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta CX Plástica Quemado 

(2.49%).    

 

Detalle: Nuevamente, se obse rva un valle notorio en un par 

años para febrero, pero en 2018 y 2022 se observa el comportamiento 

contrario. El peak en marzo parece ser consistente. Existen valles 

notorios en junio y octubre, luego de una bajada también en agosto -

septiembre. La demanda sube en noviembre y parece haber un declive 

en diciembre.  

 

 

 

Figura 55:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta Facial Dental (2.44%).    

 

Detalle: Se observan peaks  notorios en los meses de enero y 

marzo. Para el mes de febrero se observa el valle esperado según 

gráficos anteriores, pero para el resto del año no parecen haber 

patrones claros año a año.  

 



 

66 

 
Figura 56:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta Cadera Pelvis (2.30%).    

 

Detalle: Para este caso se observan peaks notorios en enero, 

marzo y entre julio - agosto. Se observan también valles de demanda 

en febrero y septiembre. No hay cambios consistentes el resto de 

los meses .  

 

 

 
Figura 57:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta Columna (2.11%).    

 

Detalle: En este caso se observan los peaks notorios en 

enero, marzo y mayo. Se observan valles en  febrero y junio. No 

es consistente la v ariación en el resto de los meses.  
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Figura 58:  Serie de tiempo del porcentaje anual de la 

demanda del CAA, para la UT Consulta Atención Primaria (2.10%).    

 

Detalle: En este caso no son notorios los peak/valles. No 

parece haber una relación consistente entre los cambios mes a mes, 

más que un declive constante a lo largo del año, excepto en 2023.  

 

 

Desde esta UT en adelante, los datos son poco consistentes 

o con falta de datos en diversos meses, por lo que no se puede 

apreciar ningún patrón. En cuanto a l os gráficos presentados 

previamente, existen algunos patrones reiterativos entre las 

distintas especialidades, por lo que estas no agregan nueva 

información en ese sentido, y algunos pocos casos que varían en 

ciertos meses la variación de la demanda para c iertas 

especialidades, siendo el caso más notorio el de Consultas 

Atención Espontáneo. Se puede intentar controlar por UT o generar 

distintos modelos según estas, para capturar estas diferencias.  

 

A continuación se observan los gráficos de demanda diaria 

para las primeras 6 (según la tabla 5) UT con mayor demanda en 

los años sin pandemia.  
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Figura 59:  Promedio de la demanda del CAA para cada día de 

la semana, para la UT Consulta Medicina Rehabilitación (12.04%).  

 

Detalle: Se observa que el día viernes es el menos demandado 

o agendado para esta UT.  

 

 

 
Figura 60:  Promedio de la demanda del CAA para cada día de 

la semana, para la UT Consulta Tobillo y Pie (9.42%).  

 

Detalle: Se observa un crecimiento en la demanda desde el 

lunes al miércoles para luego bajar  los días jueves y viernes.  

 




























































































































































































































































































